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Abstract	

Particle swarm optimization (PSO)  is a stochastic method to globally find optimal solutions by 

iteratively  improving  a  population  (swarm)  of  potential  solutions  (particles).  In  PSO,  the 

particles move through the defined search space with a certain velocity that  is determined by 

two attractors; personal best position and global best position.  In recent years, PSO methods 

have been  applied  in many  reservoir  applications,  such  as  seismic  inversion, well placement 

optimization,  and  history matching.  However,  it  is  very  difficult  to  utilize  prior  knowledge, 

especially probabilistic priors  about  the problem,  in  conventional PSO  framework  except  for 

using it to determine the boundaries of search space. 

In this research, the equations in PSO are reformulated from a probabilistic point of view. The 

philosophy of PSO algorithms, therefore, is converted from the behavior of moving particles to 

the equivalent sampling of particle positions from the convolution of two independent uniform 

distributions. This probabilistic PSO (Pro‐PSO) can provide the means of incorporating any prior 

information,  in the form of probability,  into the PSO framework. Tau model (Journel, 2002)  is 

used to combine prior probabilistic information with the conditional probability determined in 

Pro‐PSO. Also,  in many cases, the sensitivity of parameters can be ranked so that hierarchical 

use  of  those  parameters  can  help  reduce  computation  time  efficiently.  Since  Pro‐PSO  can 

access probabilistic information, we derive the probability density function (PDF) of the particle 

positions given the global and personal best positions to utilize  it as prior  information  in Pro‐

PSO. 

Two different usages of Pro‐PSO are investigated in seismic inversion and flow history matching 

of  a  two‐dimensional  synthetic  reservoir.  One  is  the  case  with  the  prior  knowledge  from 

geostatistics, and  the other example  is  the optimization with hierarchical use of parameters. 

Both Pro‐PSO results show that better convergence rate and quality of the optimized reservoir 

models than conventional PSO. 
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Introduction	

As modern computational power  is  improving drastically, stochastic optimization methods are 

becoming  increasingly  important  tools  for  reservoir  characterization  and  management,  by 

virtue of  their  features  to provide multiple data‐matched models and a  range of predictions. 

Nevertheless,  high  computational  expense  is  still  the  biggest  stumbling  block  in  the way  of 

employing  stochastic methods  in  reservoir applications because most problems are highly  ill‐

posed and related forward simulations are time‐consuming. 

Particle  swarm optimization  (PSO)  is an evolutionary  computation algorithm  to  stochastically 

find  optimal  solutions  by  improving  a  population  (swarm)  of  candidate members  (particles) 

iteratively. PSO algorithm was  first  introduced by Kennedy and Eberhart  (1995) and originally 

intended for simulating social behavior to represent the movement of organisms in a bird flock 

or  fish  school.  It  differs  from  other  evolutionary  computation methods  in  that  the  particles 

wander through the problem hyperspace and share individual intelligence with each other. This 

main  framework  of  PSO  is  strongly  favorable  for  computing  in  parallel  to  alleviate  costly 

forward  simulations,  and  the  social  characteristic  makes  PSO  converge  faster  than  other 

evolutionary methods. 

For  the  last decade, PSO applications  in engineering and computer science have grown near‐

exponentially  for  its  simplicity  and  for  the  ease with which  it  can  be  adapted  to  different 

application domains and hybridized with other techniques (Poli, 2008). Many researchers have 

also applied PSO to reservoir problems, such as well optimization, seismic inversion, and history 

matching. Onwunlau and Durlofsky (2009) used PSO and genetic algorithm (GA) to optimize the 

well  type  and  location,  and  showed  that  PSO  outperformed  GA  in  all  four  cases  that  they 

considered.  Isebor  et  al.  (2014) developed PSO hybridized with mesh  adaptive direct  search 

(MADS)  for  optimizing  the well  number,  type,  location,  drilling  sequence,  and  controls,  and 

presented  comparable  solutions  at much  lower  computational  cost  than  branch  and  bound 

(B&B) global search procedure.  Jin et al.  (2012) compared PSO, very  fast simulated annealing 

(VFSA), and neighborhood algorithm  (NA)  for  joint history matching of production and  time‐

lapse seismic data.  In their work, PSO method has emerged as more effective compared with 

VFSA and NA. 

However, while PSO has been successfully applied in many well optimization and management 

cases, the geological reservoir model is fixed or a couple of different models, at most, are taken 

into  consideration  in most  research.  One  of  the main  reasons  to  compromise  with  a  few 

reservoir models  is that  it  is difficult to utilize prior knowledge, especially probabilistic priors, 

which  is  obtained  from  geological  survey, well  logs,  and  geophysical measurements,  in  PSO 
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algorithm.  Le  Ravalec‐Dupin  et  al.  (2011)  optimized  the  parameters  of  gradual  deformation 

method  (GDM),  instead of properties  at each  grid, using PSO  in  seismic  inversion.  Thus,  the 

optimized  reservoir models  follow  the variogram of  initial geostatistical  realizations well, but 

GDM  (Lin,  2000)  limits  itself  to  Gaussian  assumption  so  this  approach  cannot  be  used  for 

complex  geological  patterns.  Fernández‐Martínez  et  al.  (2010)  projected  the  optimization 

search space onto a subspace of much smaller dimension by principal component analysis (PCA), 

while keeping consistency with prior spatial geological feature, and then applied a family of PSO 

algorithms (Fernández‐Martínez and García‐Gonzalo, 2009) to finding optimal reservoir models 

by history matching of production and time‐lapse seismic data. Suman (2013) also implemented 

the same scheme  for Norne  field  in  the Norwegian North Sea. Both works  illustrate  that  it  is 

important  to define  the search space of PSO  in  the way  that  is capable of  representing prior 

knowledge as much as possible to make PSO more robust in reservoir applications.  

In oil and gas industry, diverse data from different sources are always in hand. The information 

obtained  from one source a priori helps  interpret  the data  from other sources, and  the prior 

information  often  has  a  probabilistic  form  through  statistical  rock  physics  or  geostatistics. 

Therefore, although the search space is well bounded, the prior knowledge is not fully utilized 

unless and until PSO is made able to access probabilistic information. 

In this work, the equations in general PSO are reformulated from a probabilistic point of view. 

The philosophy of PSO algorithm  is converted from the behavior of wandering particles to the 

equivalent sampling of particle positions. This probabilistic PSO (Pro‐PSO) provides the means 

of  incorporating any probabilistic form of prior  information  into PSO framework based on Tau 

model  (Journel, 2002). After presenting  the  theory,  two  simple examples  are  investigated  in 

seismic inversion and flow history matching of a two‐dimensional synthetic reservoir. One is the 

case  with  the  prior  knowledge  from  geostatistics,  and  the  other  example  is  to  optimize 

parameters hierarchically so the optimization result with more influential parameters is treated 

as the prior information, for the next step in the hierarchy. 

General	Particle	Swarm	Optimization	(PSO)	

PSO  algorithm  was  originally  designed  to  mimic  the  movement  of  a  swarm  of  organisms 

(Kennedy and Eberhart, 1995). Each organism  (particle) constantly moves to a better position 

based on  individual  learning and social  transmission  from  the neighborhood’s  learning so  far. 

Fernández‐Martínez  et  al.  (2008)  interpreted  PSO  as  a  particular  discretization  of  a 

stochastically damped mass‐spring system. On the basis of this finding, Fernández‐Martínez and 

García‐Gonzalo (2009) derived a family of PSO algorithms which have different stability regions 
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and exploration versus exploitation capabilities, by  taking various  finite‐differencing schemes. 

In this work, all the equations will be described as the original PSO algorithm, which  is called 

general PSO or centered‐regressive PSO in a family of PSO algorithms, since the basic forms of 

probabilistic PSO do not change for the different members of the PSO family. 

In PSO,  a  swarm of  S  particles  (S  is  the  total  population  of  the  swarm)  is distributed  in  the 

problem search space; N‐dimensional space (RN)  if the number of parameters to be optimized 

in PSO  is N. Each particle has  its own position x(t) and velocity v(t) at  iteration t. The  fitness, 

which  is  usually  the misfit  between  observations  and  simulated  data,  is  calculated  for  each 

particle of the swarm at the current  iteration and moves toward a better position at the next 

iteration. The new position of particle i at iteration t+1, denoted here as xi(t+1), is given simply 

as follows: 

     1 1 , 1,2,...,      i i it t t t i Sx x v   (1) 

where vi(t+1) is the velocity vector of particle i at iteration t+1, and t is a time increment and 

usually set to 1 in the original PSO algorithm. The velocity vector of particle i at iteration t+1 is 

determined by: 

           1 , 1,2,...,               i i p p i i g g it w t a t t t a t t t i Sv v R p x R g x   (2) 

where  w,  ap,  and  ag  are  inertia,  personal  acceleration,  and  global  acceleration  constants 

respectively. Rp and Rg are diagonal matrices with elements  randomly drawn  from a uniform 

distribution  [0,  1].  The  inertia  forces  the  particle  to move  in  the  direction  it was  previously 

moving, with the idea of continuing to search in a promising direction. The second term in the 

equation  (2)  is called a cognitive term.  It causes particle  i to be attracted to  its own previous 

best  position  pi(t)  until  iteration  t.  The  personal  acceleration  constant  ap  determines  the 

maximum amount of the attraction and Rp carries stochastic characteristic  in determining the 

movement of particle i. The last term in the equation (2) is a social term to lead particle i to the 

global best position g(t). g(t) is the best position found through iteration t by any particle in the 

swarm  (or,  sometimes,  all  particles  within  a  certain  range  of  neighborhood).  The  global 

acceleration constant ag also determines the maximum amount of the global attraction and Rg 

gives randomness. 

The behavior of PSO algorithms depends on the constants w, ap, and ag. Many researchers have 

suggested  several  combinations  of  the  constants  to  improve  optimization  performance 

(Kennedy  et  al.,  2001;  Clerc,  2006),  and  in  addition  Fernández‐Martínez  and García‐Gonzalo 
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(2009) has given analysis  for determining good  combinations of  constants based on  the  first 

and  second  order  stability  regions.  This  paper will  only  stick  to  simple  combinations  of  PSO 

constants.  

Probabilistic	Particle	Swarm	Optimization	(Pro‐PSO)	

PSO algorithm fundamentally assumes that hyperspace is topologically even, which means that 

all  positions  in  the  hyperspace  are  equally  possible  to  be  visited  by  particles  if  there  is  no 

attractor like the personal and global best positions. However, it is obvious that PSO would be 

more efficient and  yield more  consistent optima with previous  information  if particles  could 

explore more  frequently  in more probable  area where  the  solution exists  indicated by prior 

knowledge. In this section, the equations in PSO will be reformulated from a probabilistic point 

of view in order to incorporate any probabilistic form of information into PSO system. 

Pro‐PSO	Formulation	

The equation (1) and (2) are the central part of PSO algorithm. The next position of particle i is 

described by simply combining the two equations: 

             1 , 1,2,...,              i i i p p i i g g it t w t a t t a t t i Sx x v R p x R g x   (3) 

The time increment t is set to 1 for simplifying the following derivation, but it can be added to 

the resulting equations later if practitioners want to use a different value of t. Now, suppose 
that the number of parameters to be optimized in PSO is N, thus particles move around in an N‐

dimensional space. Then the position of particle i in the equation (3) can be expressed as N one‐

dimensional equations as follows: 

             1 ,            
k k k k k k k
i i i p p i i g g ix t x t wv t a r p t x t a r g t x t    

1, 2,..., , 1, 2,..., ,   i S k N   (4) 

where xi
k(t)and vi

k(t) are the coordinate and velocity of particle i along k‐axis. pi
k(t) and gk(t) are 

the k‐coordinates of the personal and global best positions. rp and rg are the random numbers. 

In the equation (4), the cognitive and social terms  include the random numbers drawn from a 

uniform distribution [0, 1]. Therefore, the two terms can be rephrased as two different uniform 

distributions: 



6 
 

 
Figure  1.  Conceptual  diagram  of  PSO  in  one‐dimensional  situation  from  probabilistic  point  of 

view. The next position of particle  i  is determined as  the  sum of  inertia and  two  random 
samples from two independent uniform distributions. 

 

         ( ) ( ) ( ) ( )1 , , ,          
k k k k k
i i i p min p max g min g maxi p i g
x t x t wv t U u u U u u    

1, 2,..., , 1, 2,..., ,   i S k N   (5) 

where Ui
k
(p) and Ui

k
(g) are  the uniform distributions determined by  the relative coordinates of 

the current position, personal best, and global best positions as follows: 

 

       

   
( ) ( )

0, ,
,

, 0 ,

                 

k k k k
p i i i i

k
p min p maxi p

k k
p i i

U a p t x t if p t x t
U u u

U a p t x t otherwise
   

 

       

   
( ) ( )

0, ,
,

, 0 ,

                 

k k k k
g i i

k
g min g maxi g

k k
p i

U a g t x t if g t x t
U u u

U a g t x t otherwise
   

Figure 1  shows  the  conceptual diagram of  the equation  (5).  The  amount of  the  incremental 

movement of particle i is decided as the sum of the inertia term (wvi
k(t)), random sample (xik(p)) 

from Up and random sample (xik(g)) from Ug. 

The  sum  of  two  independent  random  variables  can  be  mathematically  calculated  by  the 

convolution of the two distributions with which the two random variables are associated. Thus, 

the probability of random variable z, which is the sum of xik(p) and xik(g), can be represented 
as the following equation: 

   
         ( )

( )
*

 
p max

k k
i p i g p min

u
k k

i g i pU U u
P z U z y U y dy   (6) 
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Figure 2. Probability density functions (PDF) of two examples in one‐dimensional case with vi(t) = 

0; xi(t) = 0, pi(t) = 5 and g(t) = 7 (left), and xi(t) = ‐2, pi(t) = 3 and g(t) = 10 (right).  

 

where 
   

 
*k k

i p i gU U
P z denotes the probability that the sum of two random samples from Ui

k
(p) and 

Ui
k
(g)  is  equal  to  z.  Therefore,  the  conditional  probability  of  the  k‐coordinate  of  particle  i  at 

iteration t+1 given the information at iteration t is:  

          
   

      *
1 , , , 1    k k

i p i g

k k k k k k k k
i i i i i i iU U

P x t x t v t p t g t P x t x t wv t    

            ( )

( )

1 , 1, 2,..., , 1, 2,..., ,        
p max

p min

u
k k k k k

i i ii g i pu
U x t x t wv t y U y dy i S k N   (7) 

Consequently,  in N‐dimensional space, the joint probability of the next position of particle  i at 

iteration t+1 is defined as: 

    
   

      *
1

1 1 , 1, 2,...,


       k k
i p i g

N
k k k

i i i i iU U
k

P t PSO t P x t x t wv t i Sx   (8) 

where PSOi(t) denotes all vectors at iteration t, which affect the position of particle i at iteration 

t+1; xi(t), vi(t), pi(t), and g(t). Now the equivalent mathematical interpretation of PSO algorithm 

is converted  from  the behavior of wandering particles  (or  stochastic  spring‐mass  systems)  to 

the equivalent  sampling of particle positions  from probability density  functions  (PDF), which 

can be obtained by the equation (8). The detailed solution of the equation (6)  is  in Appendix. 

Figure 2 presents the PDFs for two example cases.  
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Incorporating	Prior	Probabilities	

Since Pro‐PSO provides the PDFs of the next positions of a swarm of particles, any probabilistic 

form of prior information can be incorporated into Pro‐PSO algorithm. One of the possible ways 

of combining two conditional probabilities is the Tau model (Journel, 2002). It was proposed as 

an  alternative  to  traditional  data  independence  hypotheses  based  on  the  permanence  of 

updating ratios, and has been widely used in geostatistics. 

In the Tau model, the resulting conditional probability, which  is combined  from two different 

conditional probabilities, is calculated as follows: 

  1
,

1

 
            

b cx b c
P A with

x a a a
B C   (9) 

where 

 
 

 
 

 
 

1 11
, ,

 
  

P A P AP A
a b b

P A P A P A

B C

B C
   

b and c are parameters that determine the  influences of P(A|B) and P(A|C) on P(A|B,C). For 

example, the data B are ignored when b = 0, its influence decreases when b < 1, and increases 
when b > 1. 

When there  is prior knowledge  in the form of conditional probability P(x|dprior), where dprior  is 

the data obtained  from other  sources a priori,  the equation  (8) of Pro‐PSO  is combined with 

 

     
Figure 3. Combined probability density functions (PDF) of two examples in one‐dimensional case 

with vi(t) = 0; xi(t) = 0, pi(t) = 5 and g(t) = 7 (left), and xi(t) = ‐2, pi(t) = 3 and g(t) = 10 (right). 
Conditional PDF given prior information is assumed as N(0,52). 
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P(x|dprior) using the equation (9). Accordingly, the next position of particle i is sampled based on 

the  resulting probability P(xi(t+1)|PSOi(t),dprior). Figure 3 presents  the combined PDFs  for  two 

example  cases  shown  in  Figure 2,  assuming  that  the prior distribution P(x|dprior)  is  a normal 

distribution with mean 0 and standard deviation 5. 

Application:	Prior	Information	from	Geostatistics	

2D	Synthetic	Reservoir	

Here we show a synthetic example as a simple test case for the purpose of comparing the Pro‐

PSO  algorithm  with  the  conventional  non‐probabilistic  PSO  algorithm.  A  two‐dimensional, 

vertical reservoir is generated using sequential Gaussian simulation (SGSIM) (Figure 4). Density 

and seismic velocity are assumed to be linearly related to porosity for simplicity. Born filtering 

(Mukerji et al., 1997)  is  applied  to  create  the  seismic  response.  Figure 5  shows  the  acoustic 

impedance of the reservoir to be used in seismic inversion. 

Also, the flow response of the reservoir is obtained from a commercial flow simulator, Eclipse. 

Permeability is calculated from porosity based on a linear relationship between the logarithm of 

permeability and porosity. Figure 6 presents the oil and water production rates for 1,500 days. 

A vertical  injection well  is  installed along z direction at x = 0 and a vertical production well  is 

located at x = 50. 

Pro‐PSO and PSO algorithms will be applied to solve seismic inversion and flow history matching 

problems to verify the effectiveness of Pro‐PSO. In both cases, the objective  is to find optimal 

porosity models by minimizing the misfit between the responses of the actual reservoir and the  

 

   
Figure 4. Porosity distribution of the two‐dimensional vertical reservoir. The numbers of X‐ and Z‐ 

axis are cell numbers. x and z are 10m. 
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Figure  5.  Seismic  response  (acoustic  impedance)  of  the  two‐dimensional  vertical  reservoir 

obtained from Born filtering. 

 

 
Figure 6. Flow response (oil and water production rates) of the two‐dimensional vertical reservoir 

obtained from a commercial flow simulate, Eclipse. 

 

simulated responses of particles; acoustic impedance in seismic inversion (Figure 5), and oil and 

water production rates in flow history matching (Figure 6). To reduce the dimensionality of the 

model  space, PSO and Pro‐PSO will optimize principal  component  (PC)  scores after PCA, not 

directly the porosities. 

Dimension	Reduction	

As described in Fernández‐Martínez et al. (2010) and Suman (2013), it is demonstrated that PCA 

can project the optimization search space onto a subspace of a much smaller dimension while 

keeping consistency with prior spatial geological feature. Also, Sarma (2006) showed that kernel 

PCA can reduce model dimensionality with preserving more complex geological patterns than 
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Figure 7. Cumulative  contribution of  PC  coefficients  to  the  total  variance of 2501  realizations 

(left), Porosity distribution reconstructed from the first 300 PCs of the true reservoir (right). 

 

two‐point geostatistics. In this example, since the synthetic reservoir is a Gaussian field, PCA is 

applied, and principal component (PC) scores are used as optimization parameters. 

2,501 realizations are generated by SGSIM based on the same variogram as the true reservoir, 

and,  then, PCA  is  conducted  for all  the  realizations  to define  the  search  space of PC  scores. 

Figure  7  shows  the  cumulative  contribution  of  PC  coefficients  to  the  total  variance  of 

realizations. 300 PC coefficients capture about 90% of the variance so the first 300 PC scores, 

corresponding to 300 PC coefficients, will be optimized to reduce the number of parameters in 

the  following  applications.  In  Figure  7,  the  reconstructed  reservoir  from  the  first  300  PCs  is 

presented. This profile is the best reservoir which can be obtained ideally from an optimization 

process with the 300 PCs. 

Now,  in PSO, particles  fly  through 300‐dimensional  search  space  to  find an optimal  solution. 

The  position  of  a  particle  in  hyperspace  can  be  visualized  onto  two‐dimensional  space  by 

plotting  the coordinate of each axis as y‐coordinate along x‐axis. Figure 8  shows  the defined 

search space  limited by the maximum and minimum score values for each PC and the particle 

denoting true PC scores.  In this scheme, the prior  information  from geostatistics  is utilized to 

define the search space, which is more consistent with geological feature, and its boundaries. 

There is, however, more information that can be extracted from prior geostatistical simulation 

results. The distributions of PC scores are also important knowledge to enable PSO to be more 

efficient (Figure 9). This probabilistic prior information is the thing that Pro‐PSO can bring into 

play while conventional PSO cannot. After closely  investigating  the distributions of all 300 PC 

scores, it is considered that all the distributions are approximately normal and independent of 

each other  in  this  simple  reservoir.  In  the  following  sections, Pro‐PSO, which utilizes  the PC 
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Figure 8. Two‐dimensionally projected PSO search space defined  from the PCA of geostatistical 

realizations.  Black  lines  indicate  the  boundaries  of  the  space  and  red  dots  represent  the 
position of the true particle (PC scores of the true reservoir). 

 

score  distributions,  and  PSO  results will  be  compared  for  seismic  inversion  and  flow  history 

matching  cases.  In both PSO and Pro‐PSO, 50 particles are used  for all  the applications. The 

acceleration constants ap and ag are set to 2, and the inertia constant w decreases from 0.9 to 

0.6 gradually as the simulation iterates. Also, in the Tau model of Pro‐PSO, the tau parameter is 

1 for PSO, and gradually decreases 0.75 to 0 for prior information. 

 

     
Figure 9. Histograms of the 1st and 2nd PC scores. 
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Seismic	Inversion	

 
Figure 10. Convergence performances of PSO and Pro‐PSO in seismic inversion. The minimum 

misfit is 386.29 in PSO and 89.83 in Pro‐PSO. 

 

In  seismic  inversion,  each  particle  (model)  is  forward‐simulated  by  Born  filtering,  compared 

with  the  acoustic  impedance  of  the  true  reservoir  (Figure  5),  and moves  towards  a  better 

position to minimize the seismic misfit. Figure 10 compares the resulting performances of PSO 

and Pro‐PSO. The number of  iterations  is  limited  to 300. The convergence  rate of Pro‐PSO  is 

much  faster  than  that  of  PSO.  The  minimum  misfit  level  of  PSO  over  300  iterations  is 

accomplished only after 12 iterations in Pro‐PSO. At the end of iterations, the minimum misfit is 

386.29  in  PSO  as  compared  to  89.83  in  Pro‐PSO.  The  results  show  that  Pro‐PSO  can  be 

significantly more efficient by managing particles  in  the way of exploring more possible area 

when reliable prior information exists. 

 

   
Figure 11. Best fit models obtained by PSO (left) and Pro‐PSO (right) in seismic inversion. 
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Figure 12. Histograms of the best fit models obtained by PSO (left) and Pro‐PSO (right) in seismic 

inversion, plotted with the true reservoir. 

 

Figure 11 presents the best fit models obtained by PSO and Pro‐PSO and Figure 12 shows the 

histograms of those models and the true reservoir. Both models represent the major direction 

of geological continuity (45°) of the true reservoir (Figure 4) very well because the search space 

is well‐defined  from  the  knowledge  of  geostatistics.  The  distributions  of  porosity  also  look 

similar to the actual distribution. 

To  investigate the reproducibility of geological features, the variograms of the best fit models 

are  compared  in  the  direction  of major  continuity  (45°)  and  the  direction  perpendicular  to 

major continuity  (135°), as presented  in Figure 13. The best  fit model  from Pro‐PSO has very 

similar variograms with the true reservoir, while the variograms of the best fit model from PSO  

 

   
Figure 13. Variograms of the true reservoir, the true reservoir reconstructed with 300 PCs, 2501 

SGSIM realizations, and the best fit models from PSO and Pro‐PSO in seismic inversion in the 
directions of 45° (left) and 135° (right). 
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Figure  14.  Two‐dimensionally  projected  search  space  in  PSO. Black  lines  are  boundaries,  blue 

lines  are  the  range  of  the  data‐matched  models  (misfits<500),  red  dots  are  the  true 
coordinates that locate outside of blue lines. 70 PCs are not within the blue lines. 

 

are located nearly outside the variograms of total 2501 realizations. There are two strategies in 

PSO algorithm when a particle hits the boundaries; one is to stay at the edge for that iteration 

and then move at the next iteration, the other is to bounce back to the center. Without tuning 

the combination of PSO constants, the former tends to find optima around the boundaries first 

because particles visit there  frequently. On the other hand, the  latter tends to  find optima  in 

the center of the search space first. Since the former scheme is adopted in the applications of 

this work, the best fit model from PSO is currently identified as a model consisting of the values 

near the boundaries, which causes very different variogram with the actual one. Therefore, this 

result  also  shows  that  Pro‐PSO  can  guide  to  more  probable  optima  first  based  on  prior 

knowledge, and lessen the burden on finding an optimal combination of PSO constants  

In stochastic optimization, an important thing to examine is the range of data‐matched models. 

Thus, Figure 14 shows the range of the models that have misfit values less than 500 for the PSO 

result. Note  that  the minimum misfit  of  PSO  is  386.29.  Black  lines  define  the  search  space 

boundaries, blue lines denote the range of the data‐matched models, and red dots indicate true 

coordinates  that  locate outside of  the  range of  the data‐matched models,  and  thus  are not 

captured by the exploring particles. The true coordinates within the range of the data‐matched 

models are not plotted to easily identify the outlying true coordinates. Among 300 PCs, 70 PCs  
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Figure 15. Two‐dimensionally projected search space in Pro‐PSO. Black lines are boundaries, blue 

lines  are  the  range  of  the  data‐matched  models  (misfits<200),  red  dots  are  the  true 
coordinates that locate outside of blue lines. 7 PCs are not within the blue lines. 

 

are not within  the  range.  It does not mean  that PSO  failed  to optimize  the problem because 

PSO can escape local minima stochastically, but it is that PSO needs a lot more iterations to get 

closer to the solution. 

In Figure 15, the range of the data‐matched models  in Pro‐PSO  is presented with the outlying 

true coordinates. The models that have misfit values less than 200 are used since the minimum 

misfit of Pro‐PSO is 89.83. Among 300 PCs, only 7 PCs do not fall within the range although the 

more  rigorous  threshold  is  applied.  The  comparison  of  the  results  shows  that  Pro‐PSO 

significantly outperformed PSO  in the example seismic  inversion,  in terms of better capturing 

the true coordinates. 

Flow	History	Matching		

In order  to do  flow history matching,  flow  simulation  is  conducted  for each particle  (model) 

using Eclipse, and  the oil and water production  rates are  compared with  those of  the actual 

reservoir  (Figure 6). Figure 16 compares the resulting performances of PSO and Pro‐PSO. The 

convergence  rate  of  Pro‐PSO  is  still  much  faster  than  PSO.  Since  the  flow  response,  as 

compared to the seismic response, is much more highly nonlinear with the spatial distribution 

of  reservoir  properties,  the misfit  fluctuations  over  iterations  are  quite  large.  The minimum  
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Figure 16. Convergence performances of PSO and Pro‐PSO in flow history matching. The 

minimum misfit is 1.19×108 in PSO and 3.65×107 in Pro‐PSO. 

 

misfit level of PSO over 300 iterations is accomplished after 24 iterations in Pro‐PSO. At the end 

of iterations, the minimum misfit is 1.19×108 in PSO and 3.65×107 in Pro‐PSO. In Figure 17, the 

oil and water production rates of the best fit models are presented with the actual production 

rates. 

Figure 18 presents the best  fit models obtained by PSO and Pro‐PSO. Both models reproduce 

the major direction of geological continuity well, thanks to the well‐defined search space from 

the  geostatistical  simulation. Nevertheless  the  best  fit models,  even  in  Pro‐PSO,  look  rather 

different,  in terms of the spatial distribution of highs and  lows, with the true model although 

the  flow  responses  are  very  similar.  This  also  illustrates  how  dangerous  deterministic 

optimization techniques would be. 

      
Figure 17. Flow response (oil and water production rate) of the best fit models in PSO (left) and 

Pro‐PSO (right). 
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Figure 18. Best fit models obtained by PSO (left) and Pro‐PSO (right) in flow history matching. 

 

In the PSO result, the misfits sharply increase from the best fit model to the others so it is little 

ambiguous to determine the threshold for plotting the range of the data‐matched models. For 

that  reason,  the  range  of  the  best  200  models  (the  corresponding  misfit  is  5.24×108)  is 

presented  in  Figure  19.  6  PCs  do  not  fall within  the  range.  It  is,  however,  not  because  PSO 

optimization is running superiorly, but because PSO could not really narrow down the range of 

possible solutions as shown in Figure 19. The range of the best 200 models is literally the same 

with the search space boundaries for most of the PCs. 

 
Figure  19.  Two‐dimensionally  projected  search  space  in  PSO. Black  lines  are  boundaries,  blue 

lines  are  the  range of  the data‐matched models  (misfits<5.24×108),  red dots  are  the  true 
coordinates that locate outside of blue lines. 6 PCs are not within the blue lines. 
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Figure 20. Two‐dimensionally projected search space in Pro‐PSO. Black lines are boundaries, blue 

lines  are  the  range of  the data‐matched models  (misfits<1.19×108),  red dots  are  the  true 
coordinates that locate outside of blue lines. 28 PCs are not within the blue lines. 

 

In Figure 20, the range of the data‐matched models  in Pro‐PSO  is presented with the outlying 

true  coordinates.  The models  that  have misfit  values  less  than  the minimum misfit  of  PSO 

(1.19×108) are used. 325 models are satisfied with this threshold. Among 300 PCs, 28 PCs are 

not within  the  range.  The  range of  the best models  is much  smaller  than  the  search  space, 

unlike the PSO result. 

As mentioned above, the flow response is a highly nonlinear function of the spatial distribution 

of  reservoir  properties.  Therefore,  it  is  extremely  difficult  to  characterize  a  reservoir  by 

matching production data without the help of prior data from other sources. In that sense, Pro‐

PSO can have a head  start compared  to conventional PSO as demonstrated with  the  simple, 

two‐dimensional reservoir. 

Application:	Hierarchical	Use	of	Parameters	

In many applications, there are situations where a huge number of parameters are involved in 

the  optimization.  Some  practitioners  do  sensitivity  analysis,  fix  less  sensitive  parameters  to 

certain values, and exclude them from the optimization process. Whereas, others just perform 

optimization for all parameters because their time and computation capabilities allow them to 

do  that  or  they  have  to.  In  this  section,  it will  investigate  the  possibility  that  Pro‐PSO  uses 

parameters  hierarchically  from  more  sensitive  ones  to  less  sensitive  ones  to  improve  the 
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computational performance. This part  is  still ongoing  research  so only a  few basic equations 

and the application example in seismic inversion will be presented. 

Pro‐PSO	Formulation	for	Hierarchical	Use	of	Parameters	

The main framework of this approach  is that Pro‐PSO runs on more sensitive parameters first 

and  then  includes  less  sensitive  ones  later  with  taking  advantage  of  the  result  with more 

sensitive ones  as prior  information.  In order  to do  that,  the probability of particle positions 

given the global and personal best positions in the past PSO run is derived. 

Suppose  that  the  optimization  problem  is  solved  using M  hierarchies,  and  the  number  of 

parameters  of  each  hierarchy  is  kh1,  kh2, …,  khM  (=N)  respectively.  Therefore,  the  probability 

given  the  past  PSO  result,  for  example with  kh1  parameters,  needs  to  be  computed  for  the 

current  PSO  with  kh2  parameters.  According  to  the  equation  (7),  the  probability  that  the 

coordinate of particle i is equal to xi
k(t+1) conditional to the global and personal best positions 

pi
k
(h1) and g

k
(h1) of the past PSO run can be described as: 

                ( )

(min)
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k
max

k

x
k k k k k k k
i i i i ii h hx

P x t P x t P x t x t p g dx t    

11, 2,..., , 1, 2,..., hi S k k      (10) 

Note that the prior probability given the past PSO results can be calculated only for the axes 1 

to kh1 for the second run with kh2 parameters. The velocity of particle i, vi
k, must be set to zero 

in  calculating  the probability, otherwise  the effect of velocity will be duplicated because  the 

current PSO run will consider the velocity of particle i.  

Initially,  the previous position  xi
k(t)  is distributed uniformly between xk(min) and  x

k
(max),  so  the 

first  term of  the  integrand  can be  assumed  as  the uniform distribution U[xk(min),  x
k
(max)].  The 

second term is already derived from the equation (6) to (7). Consequently, the equation (10) is 

described as follows: 

               ( ) ( )

(min) ( )
( ) ( )1 , 1 ,

k
max p max

k
p min

x u
k k k k k k k k
i min max i i ii g i px u

P x t U x x U x t x t y U y dydx t           

11,2,..., , 1,2,..., hi S k k      (11) 

The equation (11) represents the probability of particles on k‐axis given the global and personal 

best positions  in the previous PSO run, and  is  incorporated  into Pro‐PSO as prior  information 
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based on the Tau model (see equation (9)). 

Sometimes, we may want to use the probability given only the global best position in the past 

PSO run so that Pro‐PSO will be more exploitative. On the other hand, using the equation (11) 

makes Pro‐PSO more explorative. The probability that the position of particle i is equal to xi
k(t+1) 

given the global best position gk(h1) of the past PSO run can be derived as follows: 

           ( )

(min)
( ) ( )1 , 1 ,

k
max

k

x
k k k k k k k
i min max i i ii gx

P x t U x x U x t x t dx t         

11, 2,..., , 1, 2,..., hi S k k      (12) 

 

Seismic	Inversion	

For the same reservoir, the hierarchical approach is applied to seismic inversion without using 

prior probabilistic information of PC scores (Figure 5 and 7). The equation (12) is incorporated 

into Pro‐PSO. The first 22 PCs, which represent the 50% of total variance, are used  in the first 

run and the remaining 278 PCs are automatically added when the range of the best 50 models 

falls within the 80% of the search space range for each axis. The tau parameter of the current 

PSO run  is 1. The tau parameter of the past PSO result  is 0.5 and changed to 0 after finding a 

better position than the global best position in the past PSO.  

Figure 21  compares  the  resulting performances of PSO and Pro‐PSO with hierarchical use of 

parameters. The convergence rate of Pro‐PSO using parameters hierarchically is faster than that  

 

 
Figure 21. Convergence performances of PSO and Pro‐PSO with hierarchical use of parameters in 

seismic inversion. The minimum misfit is 386.29 in PSO and 280.06 in Pro‐PSO. 
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Figure 22. Best fit models obtained by PSO (left) and Pro‐PSO with hierarchies (right) in seismic 

inversion. 

 

of  PSO.  The  minimum  misfit  is  280.06  in  Pro‐PSO  compared  to  386.29  in  PSO.  Figure  22 

presents the best fit models obtained by PSO and Pro‐PSO. 

Figure 23 shows the range of the models that have misfit values less than 500 for the Pro‐PSO 

result. 4 PCs are not within the range of the data‐matched models. However, the ranges of the 

last 278 PCs did not shrink much, which indicates that the second PSO run did not optimize the  

 

 
Figure 23. Two‐dimensionally projected search space in Pro‐PSO. Black lines are boundaries, blue 

lines  are  the  range  of  the  data‐matched  models  (misfits<500),  red  dots  are  the  true 
coordinates that locate outside of blue lines. 4 PCs are not within the blue lines. 
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added parameters sufficiently yet. On  the other hand,  the ranges of  the  first 22 PCs  reduced 

considerably and captured all the true coordinates within the ranges. 

The result demonstrates that Pro‐PSO with hierarchical parameters can be more efficient, but it 

also  shows  that balancing between hierarchical PSO  runs  seems  very  crucial  to  improve  the 

performance. More  studies  are  necessary  to  establish more  systematic  process  of  Pro‐PSO 

utilizing hierarchical parameters. 

Conclusions	

In this research, the key equations of the general PSO were reformulated from a probabilistic 

point of view. The derived Pro‐PSO can utilize any probabilistic form of prior information in the 

optimization process and,  therefore,  the benefits  from prior  information can  lead Pro‐PSO  to 

more probable search area and help optimize more quickly. Seismic inversion and flow history 

matching  examples  were  shown,  and  the  results  verified  the  effectiveness  of  Pro‐PSO  as 

compared  to  ordinary  PSO  in  terms  of  not  only  convergence  rate  but  also  the  quality  of 

optimized models. 

Also, we  investigated  the  possibility  that  Pro‐PSO  uses  parameters  hierarchically  from more 

sensitive  ones  to  less  sensitive  ones  to  improve  the  computational  performance.  The  basic 

probability equations were presented for two cases; when we use the global and personal best 

positions  in  the  previous  PSO  run,  or  only  the  global  best  position.  The  result  of  seismic 

inversion with the hierarchical approach demonstrates the promising potential of the approach, 

but more research is necessary. 

In  this paper, we only  focused on  the derivation of Pro‐PSO and a  few applications, but  this 

probabilistic view can give some insight into the performance and stability of PSO, which have 

been studied heuristically.  In addition, Pro‐PSO could be a pseudo‐sampler by converting  the 

philosophy of PSO from wandering particles to sampling the next positions of particles. These 

aspects will be studied as future work. 
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Appendix	

This  appendix  summarizes  the  solution  of  the  equation  (6);  the  convolution  of  two  uniform 

distributions.  

Suppose that there are two random variables x and y from two different uniform distributions:  

    1,
,

0,

 
  


min max

X min max

if x x x
f x U x x

otherwise
 

    1,
,

0,

 
  


min max

Y min max

if y y y
f y U y y

otherwise
 

When the random variable z is the sum of x and y, the probability density function of z is: 

     



 Z X Yf z f z y f y dy  

Since fY(y) = 1 only if ymin ≤ y ≤ ymax, this becomes 

      
max

min

y

Z X Yy
f z f z y f y dy  

Let fX(x) be the uniform distribution that has larger range, that is (ymax‐ymin) ≤ (xmax‐xmin).  

The solution of the above equation is as follows: 

If xmin+ymin ≤ z < xmin+ymax, 

    
 


 

min min
Z

max min max min

z x y
f z

x x y y
 

If xmin+ymax ≤ z ≤ xmax+ymin, 

  1


Z

max min

f z
x x

 

If xmax+ymin < z ≤ xmax+ymax, 

    
 


 
max max

Z

max min max min

x y z
f z

x x y y
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Otherwise, 

  0Zf z  


